חלק 1 – רכיבי המערכת.
התוכנה שמימשנו מאפשרת לפעול במספר פונקציונאליות:

1. משחק שני שחקנים
2. משחק שחקן נגד המחשב
3. למידה של המחשב
כל אחד מפונקציונאליות התוכנה דורש שימוש במספר יכולות כגון ייצוג המשחק, תצוגה גראפית של הלוח הנוכחי, ועוד.

לשם כך, חילקנו את התוכנה כולה למספר רכיבים שונים ומופרדים עם יחסי גומלין ביניהם, כך שבמידה ורכיב משותף למספר פונקציונאליות או במידה ונרצה לעשות שינוי ברכיב כלשהו, הדבר יהיה פשוט וממוקד.

האפיון הראשוני שקבענו למערכת נראה כך:
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היררכיית המחלקות שקבענו בעקבותיו נראית  כך:

תצוגה - הצגת הלוח למסך. רכיב זה אחראי על התצוגה הגראפית עצמה, אך כמו כן על עדכון התצוגה, וכן קבלת input מהמשתמש. חלק זה מומש במחלקהOthello. למחלקה זו קיים שדה – Game, שדרכו מנוהל המשחק. 
תצוגת המשחק העדכנית מבוצעת  ע"י גישה של הממשק הגרפי לשדה, Board של Game.
תקשורת ההודעות על מצב המשחק נעשית דרך מערכת ה Events, כאשר Game שולח events, ו Othello מאזין וממש אותם בממשק. הדבר מאפשר למידה ללא הממשק הגרפי, ע"י אותה מחלקה Game.
ייצוג המשחק - זהו הרכיב האחראי על ייצוג המשחק כמבנה נתונים וכן פונקציות הקשורות אליו (כדוגמת בדיקת המהלכים האפשריים עבור שחקן כלשהו, ביצוע מהלך וכו'). הוא ממומש בשתי מחלקות :
1. Game – שאחראית על "ניהול" המשחק- מתחילה את המשחק, קובעת תור מי, איזה סוג שחקנים (מחשב, או בן אנוש ), מסיימת המשחק

2. Board – אחראית על  כל הפעולות הקשורות בלוח המשחק בלבד, למשל ביצוע מהלך, בדיקת חוקיות מהלך וכו'

החלטה על מהלך שחקן מחשב החלטה זו, (שבעצם הצלחתה היא מטרת הפרויקט ), מבוצעת במחלקה Player .בתחילת משחק, כאשר נוצר השחקן למשחק זה, נקבעים לו:

1. איזה באילו מבין המאפיינים להשתמש בקבלת ההחלטה.
2. המשקולות המתאימים למאפיינים אלו.
מכפלה פנימית בין וקטורים אלו (כל מאפיין במשקלו) קובעת את ציון המצב, ומתקבלת ההחלטה שתניב את הציון המיטבי.

המחלקה Player With Look ahead, יורשת את Player, ומקבלת החלטה, על ידי הסתכלות קדימה על המהלכים האפשריים, ובחירת המהלך המיטבי ע"פ עקרונות המימוש של עץ alpha-beta. עומק ההסתכלות קדימה משתנה במהלך המשחק, ועובד בשני מצבים אפשריים :

1. תחילת המשחק – הסתכלות קצרה יותר קדימה, עקב ריבוי יחסי של מצבים.

2. לקראת סיום המשחק (10 הצעדים האחרונים), הסתכלות עמוקה יותר קדימה, כיון שמספר האפשרויות הופך להיות מצומצם יותר, וניתן לבצע זאת בזמן סביר. בנוסף הסתכלות זו תקבע באופן חח"ע את תוצאת המשחק.
3. ממה שראינו, ליכולת ההסתכלות קדימה השפעה מכרעת ביכולות השחקן, וביצועי פרופורציונלים לעומק הסתכלות זו. 
בזמן הלמידה 2 גורמים נוספים השפיעו על ההחלטה:
1. השתמשנו ב שיטת ה ε greedy, כלומר בסיכוי ε-1 מהלך מיטבי, ובסיכוי ε מהלך אקראי  (בחירת מהלך אקראי מבין כל המהלכים החוקיים האפשריים).
2. גם לשחקן הלומד, וגם ליריב  איפשרנו הסתכלות קדימה במהלך הלמידה, אבל מעט מוחלשת לעומת היכולת שנתנו לשחקן הסופי. זה גרם לשחקן ללימוד טוב יותר (בזכות חיזוק המתמודדים, וחיזוקו הוא), ובפרק זמן סביר. (100 משחקים בכ 14 שניות).
פרמטרים – מחלקת ה Attributes היא המחלקה שמכילה את כולם. היא מכילה מתודות בלבד, וכל  מתודה נותנת "ציון" למצב הנתון, בהתאם לתכונה אותה היא מעריכה. לכל שחקן, קבענו את ה attributes בהם הוא ישתמש, והוא העריך את מצבו בהתאם ל attributes אלו. פירוט על ה attributes  עצמם, בפרק נפרד.
לכל שחקן, במחלקת Player קיים מערך, ובו המשקולות שנקבעו לו, עבור ה attributes  בהם הוא משתמש.
למידה – רכיב זה מומש על ידי שתי מחלקות:

1. Learner – המחלקה שמבצעת סדרת למידות .המחלקה מפעילה את המשחק  רבות כנגד יריב (או יריבים) המספק רכיב ה "יריב ללמידה" ולומד לפי האלגוריתמים שנבחרו (כפי שמפורט בסעיף הרלוונטי). מעדכן את ההמשקולות  של השחקן בסיום הלמידה. מחלקה זו, בעצם שולחת משחק מלא להליך למידה, ומשתמשת בתוצר למידה זה בסיום המשחק.
2. Learning Player – שחקן שבו ממומש אלגורתם הלמידה אותו מימשנו (TD λ ), והוא זה שמבצע את הלמידה בפועל. פירוט נרחב על הליך הלמידה בפרק נפרד.
בזמן הלמידה, רצה התוכנה בצורה עצמאית, ללא הממשק הגרפי.

השחקנים היריבים, אותחלו (ברובם) ליכולת הסתכלות קדימה, הזהה לשחקן הלומד. 
יריב ללמידה (bootstrap) – השתמשנו במספר יריבים להליך הלמידה. 
1. יריב אחד הוא יריב שאנו קבענו, שהשתמש ב attributes של המיקומים על הלוח בלבד (מאפיין 12 בפרק הרלוונטי), כאשר המשקולת נקבעו בצורה עיקרית על ידינו, מהכרותינו עם המשחק, עם תוספת אקראית לכל משקולת. לדוגמא, למשקל הפינות הגדרנו 20+RAND, כאשר RAND הוא מספר אקראי בין 0 ל 1 שהוגרל בכל משחק. יריב זה התברר כיריב חזק ביותר, ושחקנים רבים, שנוצרו מהליך למידה ארוך, שכלל בעיקר התמודדות עצמית, כשלו לא מעט מולו.

2. מס' יריבים, שלאור יכולותיהם הסטטיסיות הוכיחו עצמם ( בהתמודדות מול יריב 1, ומול שחקנים אחרים שנלמדו ) כחזקים.
3. למידה מול עצמך (bootstrap).
4. במהלך הלמידה לשחקן הסופי, היריב בכל משחק נקבע בצורה הבאה :
1. בסיכוי 33% למידה נגד עצמך.

2. בשאר 67% :
1. 45% ליריב מס' 1

2. חלוקה אקראית בין 5 יריבים שונים את שאר ה 55%. 4 יריבים אלו היו יריבים המתוארים מסעיף 2,  והחמישי היה החזק מביניהם, עם יכול הסתכלות קדימה מעט מופחתת.
מחלקות ה Events: מומשו כדי לאפשר אי תלות בזמן ריצת המשחק, אם לתהליך הלמידה או אם למשחק עם תצוגה גרפית. מנהל המשחק – Game, יצר ושלח Events עבור הודעות שרצה להדפיס למסך, (למשל תור מי, הודעה על מהלך לא חוקי, וכו), ומחלקת Othello, האזינה להודעות אלו, ומימשה אותן על מסך. טכניקה זו, היא שאיפרה את הורסטיליות של Game, שעבורו לא היה משנה אם הוא משחק בתהליך למידה, או אם בזמן משחק אמיתי, מול יריב אנושי.
Tester – Unit Tests : מחלקה זו נוצרה יעודית בשביל לבדוק את אמינותם של המאפיינים. כולם נבדקו, ונמצאו מדווחים נכונה את המצב אותו נדרשו לנתח.
אפיון ה attributes
ה attributes המפורטים כאן כמאפיינים את משחק Othello הוגדרו על ידינו לפני תחילת הפרויקט. במהלך הלמידה הוספנו 3 נוספים. בסיום מספר תהליכי למידה ארוכים, החלטנו להוריד חלק מהם. פירוט על ההחלטות בפרק על תהליך הלמידה.
אדום – הופסק שימוש.
בסה"כ הגדרנו מעל 30 מאפיינים היכולים להכיל ערכים שונים, ובנינו את כולם כך שמחזירים ערכים בקטע [-1,1].
1. הפרש כמות חיילים
מאפיין זה, הוא מס' חיילים שלי פחות מספר חיילי היריב.
2. מס' אפשרויות תנועה
מאפיין זה, הוא מס' המהלכים האפשריים לביצוע על הלוח הנוכחי. 

3. מס' אפשרויות תנועה של יריב
אותו דבר כמו 2, רק עבור היריב.
4. הפרש בין אפשרויות תנועה
2 המאפיינים הקודמים לא בהכרח יציבים במשחק. לדוגמא, עם התקרבות למהלכים האחרונים במשחק, מס' אפשרויות התנועה הולך וקטן, עד שמגיע ל-0 לאחר המהלך האחרון, אבל לא בהכרח מצבנו התדרדר. יתכן שההפרש בין האפשרויות, יביע בצורה נכונה יותר לאורך כל שלבי המשחק פרמטר זה.
5. פוטנציאל תנועה
מאפיין זה, ישמור ערך int, 
שמייצג את מס' המקומות הפנויים ליד חיילי היריב. מדד זה שונה מאפשרות תנועה, כיון שאפשרות תנועה נספרת רק במרחק מיידי, בעוד פוטנציאל התנועה יוכל להתממש רק בשלב מאוחר יותר, (פוטנציאל תנועה ≥ אפשרות תנועה) או לא להתממש כלל.
6. פוטנציאל תנועה של יריב
כמו 5 רק עבור היריב.
7. הפרש פוטנציאלי תנועה 
אותו הסבר כמו סעיף 3, אך מודד הפרש בין פוטנציאל תנועה.
8. שעון זמן (שלבי התקדמות לאורך המשחק)
זהו אינו מדד, אך ישמש תפקיד מרכזי למדדים אחרים. השעון יתקדם באחד עם כל צעד במשחק, וינוע מ 4 עד 64 לכל היותר.(מתחילים עם 4 חיילים על הלוח).כיון שיש פרמטרים שבראייתנו משתנה לאורך המשחק (למשל הפרש חיילים בתחילת המשחק לא בהכרח תורם לניצחון, אך הפרש החיילים בסיום המשחק קובע את המנצח).
9. הפרש כמות חיילים מותנה שעון.
כיון שהפרש החיילים בתחילת המשחק אינה בהכרח מבטיחה ניצחון, לעומת בסיומו, נבנה פונקציה שמגדילה את הפרש החיילים עם ההתקדמות במשחק. 

למשל: (שעון מחולק ב 60) * הפרש החיילים. שעון נמדד כפי שמוסבר בסעיף קודם, ולכן האיבר הימני עולה מונוטונית מ 0 עד 1, ונותן משקל גדול יותר לכמות החיילים עם ההתקדמות במשחק.

10. פוטנציאל תנועה כפונקציה של הזמן.
כמו סעיף 9, רק עבור פוטציאל תנועה מותנה שעון.
11. משקולות לניקוד על משבצת על הלוח 
בזכות סימטריה על הלוח עבור סיבובים של 90 מע', וסביב האלכסונים , ע"י 10 מדדים בלבד ניתן לתת לכל משבצת על הלוח ערך משקלי, כפי שמתואר להלן.
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כל אחת מ 10 משקולות אלו, תייצג את מס' החיילים במשבצת מסוג זה.
12. משקל שורה מלאה 
שורה / עמודה מלאה, מייצגת כוח משמעותי יחסית במשחק. לדוגמא שורה מלאה בפאה, לא תתהפך לעולם, ומייצרת פוטנצ' היפוך לכל הלוח. מאידך, שורות מלאות שלא על הפאה, כוחן  משמעותי, אך פחות.  מדד זה יורכב מ 4 מאפיינים, ששוב עקב סימטריה מיצג את כל השורות והעמודות האפשריות במשחק.
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13. משקל אלכסון שלם
בדומה לסעיף הקודם, רק עבור האלכסון. 7 מדדים לכל האלכסונים האפשריים במשחק. (הציור מראה אלכסונים בכיוון 1, כמובן שסימטריה עבור אלכסון ראשי שני).
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מאפיינים שהוספנו תוך כדי הפרויקט :
1. first on edges: מאפיין זה, סופר את החיילים הראשונים על אחת הדפנות. כלומר, רק את ההגעה הראשונה לדופן, והישארות עליה כל עוד אין חיילים נוספים בדופן זו (של השחקן או של היריב). 
2. alone on edges: מאפיין זה סופר את מספר הדפנות בהן יש לשחקן בלעדיות.
מאפיינים אלו  הוספו, כיוון שהרגשנו שבטכניקה זו, הגעה ראשונים לדפנות ושמירה עליהם, אנו מצליחים לגבור על שחקן המחשב. בסוף תהליך הלמידה, הם התגלו כלא יעילים.

3. play again : מאפיין זה החזיר 0 או 1, 1 כאשר אנו מבצעים מהלך, שישאיר את היריב ללא מהלכים ויחזיר את התור אלינו שוב.0 אחרת.
גם מאפיין זה, בסיכומו של תהליך הלמידה נזנח.

מידול המשחק ואלגוריתמי הלמידה
שתי אפשרויות עמדו לפנינו למידול המשחק:

1. מודל בו אנו שומרים את כל המצבים המצומצמים ומשתמשים בלמידה Model Free בכדי ללמוד את פונקצית Q.  בצורה זו לאחר סיבובי משחק רבים (bootstrapping) אנו מובטחים למצוא את פונקצית Q האופטימאלית.
2. מודל Gradient Descent Linear בו תהיה משקולת לכל attribute וערכו של כל מצב יחושב על ידי : ( (i xi , כלומר סכום מכפלת משקלי attributes בערכם במצב. הערה: נשים לב, שבסכום המכפלה הליניארית, xi יכול להיות גם פונקציה מסוימת של xi (לדוגמא ריבוע xi אם ההשפעה של ה attribute מתגברת לדעתנו בצורה ריבועית). עם זאת, פונקציה זו אם תהיה תקבע על ידנו באפיון ה atutribute מראש, והלמידה עצמה תהיה לינארית.
אנו בחרנו ומימשנו את שיטת ה Gradient Descent Linear.

בשיטה זו, למעשה מטרת הלמידה היא הגעה לערכי ( אופטימאליים, כך שמרחק הטעות משימוש ב attributes לערך המצב האמיתי יהיה מינימאלי.

השיטה אותה מימשנו היא שיטת  )[image: image2.png]


TD( עם הסתכלות אחורה. בשיטה זו למעשה בכל שלב אנו מנסים לקרב את הערך שניתן למצב הנוכחי ע"י ( כך שיהיה קרוב יותר לערכו של המצב הבא אליו אנו עוברים. האלגוריתם הוכח כמקרב את הווקטור ( לזה האופטימאלי עד כדי טעות התלויה ב [image: image3.png]


. עדכון:
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בנוסף להערכת המצבים על ידי ערכי ( המתעדכנים, נבצע הסתכלות של מספר מהלכים קדימה בעזרת עץ MinMax אותו נייעל באמצעות α,β pruning.

פרמטרים שבהם במהלך הלמידה:

· עומק ההסתכלות קדימה בעץ:

· הסתכלות מספר צעדים קבוע קדימה.
· הסתכלות שהשתנתה עם הזמן.
· ε Greedy
· שיעור הסתברותי בו נבחר במהלך אקראי במסגרת הלמידה
· ניתן לקבוע ששיעור זה ישתנה עם הזמן (לדוגמא נתחיל עם ε גדולה יחסית, אשר תקטן ככל שהלמידה מתקדמת)
· סוג היריב
· את הלמידה עצמה  ביצענו באמצעות ריצה כנגד שחקנים שונים (כפי שיפורט בסעיף העוסק ב bootstrapping , ובפרק הלמידה)

Boostrapping
את תהליכי הלמידה ביצענו מול מספר יריבים:
1) פונקצית רווח פרימיטיבית – משקל נתון מראש לכל נקודה בלוח, בדומה למאפיין 12 (לדוגמא: משקל קבוע 1 לכל המשבצות בלוח ייתן את פונקצית הפרש מספר החיילים).  
2) יריבים מתהליכי למידה אחרים (כלומר שחקן שהוא תוצר של תהליך למידה היסטורי שביצענו, עם מאפיינים שונים ומשקולות שונות)
3) בדומה ל 1) ו 2), אך עם הסתכלות קדימה מספר צעדים λ , בעזרת עץ MinMax עם α,β pruning.

4) יריב עצמי.
5) יריב כמעט קבוע :

יריב זה הוא יריב שמשתמש במאפיין 12 בלבד (בכל עשרת המיקומים), עם משקולות שאנחנו הגדרנו (לא מלמידה), לכל אחת ממשקולות אלו הוסף ערך אקראי בתחום [-1,1] והסכום הזה, קבע את משקולות השחקן. ההסתכלות קדימה שנקבעה לו, היתה זהה לשחקן הלומד. יריב זה "מוצלח", בעינינו, בעיקר בגלל שכמעט אף שחקן, תוצר תהליך למידה, לא הצליח לגבור עליו לחלוטין. 

	מיקום
	משקולת

	1
	20

	2
	3

	3
	7

	4
	5

	5
	5 -

	6
	3 -

	7
	2 -

	8-10
	1


ה reward R הוגדר להיות :


1 למצב סופי מנצח, 

1- למצב סופי מפסיד, 

0 לכל מצב אחר. (תיקו...)
ביצענו מספר תהליכי למידה כאשר בהם ה Reward הושפע גם מהפרש החיילים בסוף המשחק בצורה הבא :
(128Reward := reward + (soldiers difference /
בצורה זו, ה Rerward שייך לתחום [-1.5,1.5]  (הפרש החיילים יהיה לכל היותר 64, מחולק ב 128 ייתן לכל היותר 0.5).

תהליכי הלמידה
בפרק זה נפרט את תהליכי הלמידה העיקריים שביצענו, בחלוקה לשלבים,
שינויים ולקחים מהם עד יצירת השחקן הסופי.

1. בשלב זה ביצענו את ניסויי הכלים הראשונים של תהליך הלמידה. בהתחלה התהליכים בכלל לא הצליחו להתכנס והמשקולות מאוד התבדרו. שלב זה, נבע בעיקר מטעות ביישום האלגוריתם, כשבו הרווח בסיום המשחק היה זניח ביחס לערך המצב המוערך. בנוסף, קצב הלמידה – alpha הוקטן (לסביב 0.005) . ברגע שתיקנו זאת אפשר היה להתחיל לבצע שינויים בפרמטרים השונים כדי לכוון למטרה. 
2. בשלב זה, השתמשנו בכל המאפיינים המופרטים מעלה, כאשר בכולם נמדד רק ההפרש בין השחקנים. בשלב זה הרצנו תהליך למידה ארוכים, בתחילה מול יריב 5, ואח"כ בעיקר למידה עצמית. בסיום שלב זה, נתקלנו בבעיה, שאחוז הנצחונות של השחקן, מול יריב 5, היה סביב 70% בלבד. החל משלב זה ואילך, את λ יצבנו על 0.1.
בשני שלבים אלו, עדיין לא השתמשנו במאפיינים התלויים בזמן (הפרש שחקנים, והפרש פוטנציאל תלויי זמן). החל משלב הבא ואילך, גם השחקן הלומד, וגם השחקן היריב, חישבו את צעדיהם עם הסתכלות קדימה.

3. לאור חוסר ההצלחה, ביצענו החל משלב זה 3 שינויים:
1. הפרדנו את ההפרשים לשתי משקולות נפרדות. כלומר לכל שחקן כמעט הכפלנו את כמות המשקולות (לא הוכפלו המאפיינים שמראש מחשבים הפרש).

2. הוספנו את המאפיינים החדשים.
3. הכנסנו alpha factor, שנתן חשיבות יתרה למהלך שמכריע את המשחק. כלומר, במהלך סיום המשק, קצב הלימוד הוכפל בקבוע זה.
בתחילה חשבנו שתהליך זה היה מוצלח ביותר, ובאמת אחוזי הניצחונות על יריב 5 עלו,ותהליכי הלמידה הצליחו במובן של התכנסות המשקולות והתייצבותם, אבל גם מול שחקן אנושי וגם מול שחקנים אחרים מתהליכי למידה קודמים, השחקן לא היה מאוד מוצלח. בנוסף ראינו ששינוי ג', רק פוגע בהתכנסות הלמידה, וביטלנו אותו מאז. 
4. בשלב זה, הרגשנו שיתכן שחלק מהמאפיינים אינם תורמים ללמידה, ולכן ביטלנו את המאפיינים (מס' 12 ו 13 ) העוקבים אחרי שורות מלאות ואלכסונים מלאים. ביטול מאפיינים אלו, חיזק ושיפר את יכולות תוצר הלמידה, גם מול יריב אנושי וגם מול יריב 5, אך עדיין לא מספיק.

5.  בשלב זה ביצענו 3 שינויים משמעותיים:
1. ביצענו תיקון לפונקצית ההסתכלות קדימה: יכולת זו "מפעפעת" כלפי מעלה על תוצאות שיערוך העלים. עלה במשמעות הערכת מצב מקצה יכולת החישוב קדימה שחושבה, או עלה במשמעות מצב טרמינלי של המשחק. אנו עשינו טעות, וגם במצב טרמינלי, החזרנו את ערך המשקולות של הלוח. החלפנו זאת בערך הבא : הפרש השחקנים מוכפל ב 10. ערך זה גדול יותר מכל הערכת לוח, ויגרום להחלטה "לרוץ" למצב מנצח, או לחילופין "לברוח" ממצב מפסיד.

2. ביצענו דעיכה הדרגתית במהלך הלמידה של ε,  מ 0.03 (שמשמעותו מהלך אקראי אחד של השחקן הלומד במשחק), עד כמעט 0, על ידי הכפלה של ε ב 2/3 בסוף כל 4000 משחקים, החל מהמשחק ה 16000.
3. ביצענו דעיכה הדרגתית ב α מ 0.01 עד ל 0.0005 , החל מהמשחק ה 16000. בסיום כל 4000 משחקים,  α הוכפלה ב 0.85 .
4. בכל משחק בלמידה הוגרל שחקן יריב ע"פ הסיכויים הבאים:
33% למידה עצמית (שחקן מתמודד מול המשקולות שהוא למד בסיום  המשחק הקודם)

33% התמודדות מול יריב 5.

33% התמודדות מול יריב  היסטורי מאחד מתהליכי הלמידה הקודמים. (ביצענו מספר התמודדויות , בין תוצרים של תהליכי למידה שונים, ואת השחקנים החזקים, הכנסנו לאופציות הבחירה האקראית).
6. בשלב זה השוונו בין שני תהליכי למידה של 25000 משחקים, כפי שמתוארים בשלב 5, אשר נבדלים זה מזה אך ורק ב Reward, אצל האחד הוא אחד מהערכים 1 , 0 או 1 -, עבור ניצחון תיקו או הפסד בהתאמה, ובתהליך השני ה Reward מושפע גם מהפרש השחקנים, כפי שמתואר בפרק ה Bootstrapping.  מצורפים גרפי הלימוד להשוואה. ניתן לראות שהתהליכים מתכנסים בצורה דומה. אבל לשחקן הנקי יותר, זה שהרווח לא משתנה עם תלות בגודל הניצחון, התוצאות היו הרבה יותר טובות בפועל (מבחינת יכולת התמודדות בתחרות הקבועה שלנו, מול תוצרי עבר ויריב 5). אי לכך, המשכנו מעתה והלאה בתהליכי למידה בצורה זו.
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7. לאחר הרצה של 100000 משחקים, עם נתונים כפי שמתואר בשלבים 5, 6 ומשקולות התחלתיים מאותחלים ל 0, ביצענו ניתוח של התוצר בהיבט משקולות פרטניות. בסיומו ביטלנו את המשקולות החדשים שהוספנו (ראשון על דופן, לבד בדופן, ושחק שוב).סיבות הביטול היו :
א. המשקל הקטן מאוד שלהם.
ב. המשך תנודתיות שלהם סביב ה 0. 
ג. allone on edges , נראה לנו כפרמטר חיובי. בתהליך הלמידה נובע ההיפך . כיון ששליליותו קטנה יחסית, ואי ההתאמה הזו בעיננוהחלטנו לבטלו.

[image: image9.emf]התנהגות משקולות חדשים
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